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ABSTRACT 
 
Cluster analyses play a very important role in data mining process. A critical and important issue is to decide 
outliers, potential cluster structures, optimal number of clusters, to choose suitable cluster algorithms and to 
effectively evaluate the cluster results in cluster analysis. Various quantitative methods can overcome the 
problems. However, using the quantitative methods, some details can be missed that the details would be 
important. In the article, dealing with visual data mining techniques, with human visual system’ supports, is 
showed how to effectively decide outliers, potential cluster structures, optimal number of clusters, choose 
suitable cluster algorithms and evaluate the cluster results in cluster analysis. In this way, more efficient the 
result of clustering can found in the field of data mining. 
Keywords: Data mining, visualization techniques, visual data mining, outlier detection, cluster analysis, 
cluster validity, visual cluster validity.   
 
 
GÖRSEL VERİ MADENCİLİĞİ TEKNİKLERİNİN KÜMELEME ANALİZLERİNDE KULLANIMI 
VE UYGULANMASI 
 
ÖZET 
 
Veri madenciliği çalışmalarında kümeleme analizleri önemli bir yer teşkil etmektedir. Kümeleme 
analizlerinde sapan değerlerin, potansiyel küme yapılarının, uygun küme sayılarının keşfi, uygun kümeleme 
algoritmalarının seçimi ve küme sonuçlarının değerlendirilmesi kritik bir öneme sahiptir. Çeşitli, sayısal 
yöntemlerle bu tür sorunların üstesinden gelinebilir. Ancak sayısal yöntemlerle bazı önemli olabilecek 
ayrıntılar gözden kaçırılabilir. Bu çalışmada görsel veri madenciliği yöntemleri yardımıyla, insan algı 
sisteminin de devreye girmesiyle etkili bir şekilde, sapan değerlerin, potansiyel küme yapılarının, küme 
sayılarının keşfedilebileceği, uygun kümeleme algoritmalarının seçilebileceği ve küme sonuçlarının 
değerlendirilebileceği gösterilmiştir. Bu sayede veri madenciliği alanında daha etkin küme sonuçlarına 
ulaşılabilinecektir. 
Anahtar Sözcükler: Veri madenciliği, görselleştirme teknikleri, görsel veri madenciliği, sapan değer tespiti, 
kümeleme analizi, küme doğrulama, görsel küme doğrulama. 
 
 
 
1. GİRİŞ 
 
Veri madenciliği ile ilgili çalışmalarda kümeleme analizleri önemli bir yer tutmaktadır. 
Kümeleme analiziyle, gruplanmamış veriler benzerliklerine göre sınıflandırılarak araştırmacıya 
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uygun, kullanılabilir özetleyici bilgiler verilir. Bu özelliğiyle kümeleme analizi daha sonra 
yapılabilecek çalışmalar için bir ara adım olma özelliği de taşıyabilir. Bu nedenle kümeleme 
işleminin başarıyla tamamlanması çok önemlidir. 

Kümeleme analizlerinde, kaliteli küme sonuçlarının elde edilmesinde sapan değerlerin, 
potansiyel küme yapılarının, küme sayılarının keşfi, uygun kümeleme algoritmalarının seçilmesi 
ve küme sonuçlarının değerlendirilmesi kritik bir öneme sahiptir. Çeşitli sayısal yöntemlerle 
sapan değerler, uygun küme yapıları, küme sayıları keşfedilebilir, uygun kümeleme algoritmaları 
seçilebilir ve kümeleme sonuçları değerlendirilebilir; ancak bunlar yeterli olmayabilir. Görsel 
yöntemler sayesinde bu tür sorunların, insan algı sisteminin de devreye girmesiyle, üstesinden 
gelinebilir. Görsel yöntemler sayesinde sayısal yöntemlerle keşfedilemeyen ilginç örüntüler 
keşfedilebilir. 

Geçmişte yapılan çalışmalara bakacak olursak, Andrews [1], Everitt ve Nicholls [2] çok 
değişkenli görsel yöntemlerle sapan değerlerin ve küme yapılarının nasıl keşfedilebileceğini 
incelemişlerdir. Chen ve Liu çok değişkenli, büyük veri setlerinde potansiyel küme sayılarını, 
küme biçim ve sınırlarını grafiksel yöntemlerle keşfetmeye çalışmışlardır [3]. Xu ve Wunsch [4], 
Han ve Kamber [5] ve Tan, Steinbach ve Kumar [6], uygulamanın amacına, veri tipine, verinin 
büyüklüğüne göre farklı kümeleme yöntemlerini incelemişlerdir. Halkidi, Batistakis ve 
Vazirgiannis küme algoritmalarının sonuçlarını değerlendirmek için çeşitli sayısal yöntemler 
sunmuşlardır [7-8]. Hathaway ve Bezdek kümeleme algoritmalarının sonuçlarını 
değerlendirebilmek için matris grafiklerinin görsel küme doğrulama (visual cluster validity) 
yöntemi olarak kullanılabileceğini göstermişlerdir [9].   

Bu çalışmada görsel yöntemler yardımıyla etkili kümeleme analizleri gerçekleştirilmeye 
çalışılmıştır. Çalışmanın 2. bölümünde veri madenciliği, görselleştirme, görsel veri madenciliği 
kavramlarından bahsedilmiş, literatürde yer alan görsel veri madenciliği yöntemlerinin 
sınıflandırılmasına değinilerek, çalışmada kullanılan görsel yöntemler incelenmiştir. 3. bölümde 
çalışmanın odağını oluşturan kümeleme analizi ve küme doğrulama yöntemlerine değinilmiş, 4. 
bölümde 81 ildeki 918 ilçe, 20 sosyoekonomik özelliğe göre görsel veri madenciliği yöntemleri 
yardımıyla kümelenmiştir. Son bölüm olan 5. bölümde sonuç ve önerilerde bulunulmuştur.   
 
2. VERİ MADENCİLİĞİ, GÖRSELLEŞTİRME VE GÖRSEL VERİ MADENCİLİĞİ 
 
Veri madenciliği, veri ambarlarında veya diğer bilgi depolarında tutulmakta olan büyük 
miktardaki verinin işlenerek içindeki değerli olabilecek bilginin ortaya çıkarılması sürecidir. Veri 
görselleştirme, algılanabilirliği arttırmak için verinin etkileşimli ve bilgisayar desteği ile görsel 
olarak temsil edilmesidir [10]. Görsel veri madenciliği ise görselleştirme ile veri madenciliğini 
sentezleyerek veri madenciliği döngüsünü daha efektif hale getirmektir. Görsel veri madenciliği, 
veri tabanı bilgi keşfi sürecinin bir aşaması olarak bilgisayarla kullanıcı arasında iletişim aracı 
olarak görselliği kullanan bir adımdır. Görsel veri madenciliği sayesinde veriden yeni, 
yorumlanabilir örüntüler elde edilebilir [11]. 
 
2.1. Görsel Veri Madenciliği Yöntemlerinin Sınıflandırılması 
 
Veri madenciliği çalışmalarında çok fazla sayıda kayıt ve çok fazla sayıda boyuttan oluşan veri 
yığınlarıyla uğraşılır. İnsanların algılama sistemleri de yalnızca 3 boyutla sınırlı olduğu için daha 
fazla boyut içeren veriler insan algı sisteminin dışına çıkmaktadır. Bundan dolayı, veri 
görselleştirme yöntemleri çok boyutlu veriyi 2 veya 3 boyuta indirgeyerek görselleştirmeli, diğer 
taraftan da veriler arasındaki ilişkiyi muhafaza edebilmelidir. Kutu, çizgi, histogram gibi bilinen 
çeşitli görselleştirme yöntemleri verileri görselleştirmek için kullanılabilir; ancak bu teknikler az 
sayıda boyutu gösterebilmektedirler. Çok boyutlu verileri görselleştirmek içinse çeşitli 
görselleştirme yöntemleri geliştirilmiştir[12]. 
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Görselleştirme yöntemlerinin, bu alanda yapılan çalışmalar incelendiğinde, 5 temel 
sınıfa ayrılabileceği görülmektedir [6][12-13]. Bu beş sınıf: 

• standart 2 ve 3 boyutlu gösterimler (Kutu grafikleri, Histogram,…),  
• geometrik olarak dönüştürülmüş gösterimler, (Andrews eğrileri, PolyViz grafikleri,…), 
• simgesel gösterimler, (Chernoff yüzleri, Star,….), 
• yoğun piksel gösterimler, (Matris grafikleri,…..), 
• istiflenmiş gösterimlerdir (Dünyalar içinde dünyalar (worlds within worlds), Treemap, 

…).  
Çalışmamızda küme yapılarını ve sapan değerleri göstermelerine olan duyarlılıklarından 

dolayı Andrews Eğrileri, PoliViz ve Matris Grafikleri kullanılmıştır. 
 
2.1.1. Andrews Eğrileri (Andrews Curves) 
 
Andrews eğrileri çok boyutlu verileri görselleştirmek için bir yöntem olarak geliştirilmiştir.  
Andrews eğrilerinde, gözlem değerleri eşitlik (1) deki fonksiyon kalıbı kullanılarak 
dönüştürülürler. Dönüşen bu değerlerin daha sonra çizgi grafikleri çizilerek Andrews eğrilerine 
ulaşılır [14]. 
 

( ) ,2cos2sincossin2 54321 …+++++= txtxtxtxxtf x  ππ +<<− t                      (1) 
 

Burada x1, x2, … verilerimizin değişkenleridir. Şekil 1 (a)’ da ( )40,60,201 =n , 
( )30,70,502 =n  ve ( )90,80,103 =n  veri noktaları için çizilen Andrews eğrileri bulunmaktadır.  

 

 
Şekil 1. Andrews eğrileri, PoliViz ve matris grafikleri 

 
Andrews eğrileri orijinal veri setinin uzaklıklarını içersinde barındırırlar. Andrews 

eğrilerinin kullandığı fonksiyon kalıplarından elde edilen eğrilerin birbirine yakın olması gözlem 
değerlerinin birbirine yakın olduğunu, birbirine uzak olması gözlem değerlerinin de birbirine uzak 
olduğunu gösterir. Buradan hareketle Andrews eğrileri verilerin küme yapılarının anlaşılmasında 
da, sapan değerlerin tespitinde de kullanılabilirler [1][14]. 

Andrews eğrilerine getirilen en büyük eleştirilerden bir tanesi de çizilen şeklin 
biçiminin değişkenlerin sıralarına olan bağımlılığıdır. Yani değişken sıraları değiştikçe Andrews 
eğrilerinin şekilleri değişecektir. Andrews eğrilerinde dönüştürme işlemi için kullanılan eşitlik 
(1)’ deki seride ilk sıraya yerleşen değişken grafiğimizin üzerinde en büyük ağırlığa sahip olan 
değişkendir. Yani değişkenlerin sıraları değiştikçe, ilk sırada olan değişkenin, grafiğin ağırlığına 
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olan etkisi fazla olacak şekilde grafiğimizin biçimi değişecektir. Sonuç olarak değişken sayısının 
permutasyonu kadar farklı sayıda grafik çizilecektir [14]. Temel bileşenler analiziyle boyut 
indirgemesi yapılarak Andrews eğrilerinin bu dezavantajının üstesinden gelinebilir. Bu sayede en 
büyük varyans açıklayıcılık oranı sahip değişken şeklimizde en büyük etkiye sahip olacaktır. 
 
2.1.2. PolyViz (Geliştirilmiş RadViz ) 
 
PolyViz çok değişkenli bir veri görselleştirme yöntemidir. Burada ki amaç serpilme 
grafiklerindeki gibi eksenlerde yer alan değişkenler arasındaki serpilmeyi çizmektir. Ancak 
serpilme grafiğinden farklı olarak PolyViz grafiğinde değişkenleri temsil eden eksenler bir nokta 
etrafında çokgen oluştururlar.  Veri değerlerimiz, değişken eksenleri boyunca kısa çizgilerle 
temsil edilerek, değişkenlerde kesişen değerler grafikte nokta olarak konumlandırılır. PolyViz 
yönteminde, grafikteki bütün değişkenlere eşit önem verilebilmesi adına, veri setimizde yer alan 
değişkenlerin standartlaştırılması gerekmektedir [13]. 

PolyViz grafiğinde Andrews eğrilerinde olduğu gibi küme yapıları, sapan değerler 
gözlenebilmektedir. Ayrıca PolyViz grafiğinde veri setinin her bir değişkeni için veri dağılımları 
hakkında da bilgiler elde edilebilmektedir. Veri dağılımları değişken eksenleri boyunca çizilen 
kısa çizgilerin dağılımlarından anlaşılmaktadır. Çünkü bu kısa çizgilerin her biri veri setindeki 
veri birimlerine karşılık gelmektedir [13]. Şekil 1 (b)’ de 3 sınıf, 4 boyuttan oluşan bir PolyViz 
grafik örneği bulunmaktadır. 

PolyViz grafik yönteminde, daire içersinde dağılan verilerin şekilleri, daire etrafında 
dizilen değişkenlerin sıralarına göre farklılık göstermektedir. Mesela m değişken için dairenin 
etrafında ( ) 2!1−m  tane farklı şekilde değişken sıralanabilir. Her farklı sıralamaya göre PolyViz 
grafiğinde verilerimizin dağılımları farklılık göstermektedir. 
 
2.1.3. Matris Grafikleri (Matrix Plots) 
 
Matris grafiği değişkenler arasındaki ikili ilişkileri kullanıcıya göstermeye yarayan bir çeşit 
saçılma çizgisidir. Matris grafiğinin ana fikri, veri matrisinde bulunan verilerin büyüklüğünü 
matris grafiğinde renkli karelerle temsil etmektir. n satır p sütundan oluşan veri matrisi için matris 
grafiği nxp şeklinde renkli karelerden oluşur. Veri matrisinde bulunan değerler matris grafiğinde 
büyüklüklerine göre renklendirilirler. Bu teknik çok boyutlu büyük veri setlerinin 
görselleştirilmesi için elverişlidir. Matris grafiğinde, grafikteki bütün değişkenlere eşit önem 
verilebilmesi adına, veri setimizde yer alan değişkenlerin standartlaştırılması gerekmektedir. 
[6][15]. Şekil 1 (c)’ de 100 birimden oluşan 3, 6 ve 9 ortalamalı, 1 standart sapmalı normal 
dağılımların matris grafiği bulunmaktadır. 
 
3. KÜMELEME ANALİZİ 
 
“Kümeleme analizi X veri matrisinde yer alan ve doğal grupları kesin olarak bilinmeyen 
birimleri, değişkenleri ya da birim ve değişkenleri birbirleri ile benzer olan alt kümelere ayırmaya 
yardımcı olan yöntemler topluluğudur [16].” Kümeleme analizi, birimleri değişkenler arası 
benzerlik (similarity) ya da uzaklıklara (dissimilarity) dayalı olarak hesaplanan bazı ölçülerden 
yararlanarak homojen gruplar oluşturmaya çalışır [4][14][16]. Kümeleme analizi sonucunda 
kümeleri oluşturan elemanlar birbirine benzerlik, başka kümelerin elemanlarından farklılık 
gösterirler. Kümeleme işlemi başarılı olursa, bir geometrik çizim yapıldığında birimler küme 
içerisinde birbirilerine çok yakın, kümeler ise birbirilerinden uzak olacaktır. 

Veri tabanlarında toplanan veri miktarının artmasıyla orantılı olarak, kümeleme analizi 
son zamanlarda, özellikle veri madenciliği araştırmalarında genişçe yer bulur hale gelmiştir. 
Kümeleme analizi ayrıca istatistik, biyoloji, psikoloji, tıp, arkeoloji, sosyoloji, makine öğrenim ve 
örüntü tanıma gibi daha pek çok alanda kullanım olanağı bulmaktadır [16, 17]. 
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3.1. Kümeleme Yöntemlerinin Sınıflandırılması 
 
Veri madenciliğinde, uygulamanın amacına, veri tipine, verinin büyüklüğüne göre farklı 
kümeleme yöntemleri bulunmaktadır. Değişik kaynaklarda farklı kümeleme yöntemleri farklı 
şekillerde sınıflandırılmaktadır. Veri madenciliği ile ilgili kaynaklarda kümeleme yöntemleri 
aşağıdaki gibi sınıflandırılabilmektedir [5]. 
 

 
 

Şekil 3. Kümeleme yöntemleri 
 

Bu çalışmada, kümeleme analizlerinde tek bağlantılı (single link), tam bağlantılı 
(complete link), kendinden düzenlenen haritalar (SOM-Self Organizing Maps) ve k-ortalamalar 
(k-means) yöntemleri kullanılacaktır. Tek ve tam bağlantılı hiyerarşik, k-ortalamalar kümeleme 
yöntemleri istatistiksel yöntemler olup, SOM kümeleme yöntemi ise yapay sinir ağı (neural 
network) yöntemidir [5]. 
 
3.2. Kümelemede Farklı Tipte İdeal Olmayan Yapılar 
 
K-ortalamalar ve SOM kümeleme yöntemleri farklı küme yapıları için birtakım kısıtlara sahiptir.  
Özellikle doğal küme yapılarının küresel biçimde olmaması, oldukça farklı küme hacimlerine ve 
yoğunluklarına sahip olması k-ortalamalar ve SOM yöntemlerinin başarısız sonuçlar vermesine 
neden olabilmektedir. Bu durumu örneklendirmek için Şekil 4, 5, 6’ya bakabiliriz. Şekil 4’deki 
kümelerden bir tanesinin hacmi diğer iki kümeye göre oldukça büyüktür. Küme hacminin büyük 
olmasından dolayı k-ortalamalar kümeleme yöntemi doğal küme yapılarını bulmada başarısız 
olmuştur. Şekil 4’de doğal küme yapısı küçük olan bir küme, k-ortalamalar yöntemi sonucunda 
büyük bir küme olarak bulunmuştur. Şekil 5’deki kümelerden iki tanesi diğer büyük hacimli 
kümeye göre oldukça büyük bir yoğunluğa sahip olduğu için k-ortalamalar yöntemi doğal küme 
yapılarını bulmada başarısız olmuştur.  Son olarak, Şekil 6’da küme yapıları küresel olmadığı için 
k-ortalamalar yöntemi doğal küme yapılarını bulmada başarısızdır [6]. 

Kümeleme Yöntemleri 

Aşamalı 
Yöntemler 

Model Bazlı 
Yöntemler 

Yoğunluk Bazlı 
Yöntemler

Grid Bazlı 
Yöntemler

Bölmeli 
Yöntemler 

- Tek Bağlantılı 
 
- Tam Bağlantılı       
  

- k-ortalamalar 
 
- k-medoids 

- STING 
(Statistical 
Information Grid 
Approach) 
- Wave Cluster  
- CLIQUE 
(Clustering High-
Dimensional 
Space) 

- SOM (Self 
Organizing Maps) 
- COBWEB  
- CLASSIT 

- DBSCAN (Density-Based 
Spatial Clustering of 
Application with Noise) 
- DENCLUE (Density Based 
Clustering) 
- OPTICS (Ordering Points To 
Identify The Clustering 
Structure) 
  

M. Vatansever, A. H. Büyüklü                                                    Sigma 27, 83-104, 2009 



 
 

 88

 
 

Şekil 4. Farklı hacimli kümeler için k-ortalamalar [6] 
 

 
 

Şekil 5. Farklı yoğunluklu kümeler için k-ortalamalar [6] 
 

 
 

Şekil 6. Küresel biçimde olmayan kümeler için k-ortalamalar [6] 
 

Doğal küme yapılarını bulmak için kullandığımız k-ortalamalar kümeleme yöntemi 
yukarıda bahsedilen üç kısıttan dolayı başarısız sonuçlar verebilmektedir. Bu kısıtların yarattığı 
sorunlar, doğal küme yapılarının birden fazla alt kümeye ayrılmasıyla ortadan kaldırılabilir. Şekil 
4, Şekil 5 ve Şekil 6 ’da kullanılan veriler için çizilen Şekil 7 ’de, iki ve üç doğal küme 
yapısından altı tane alt küme elde edilmiştir. Bu sayede k-ortalamalar yöntemiyle doğal küme 
yapılarının yanlış kümelenmesinin önüne geçilmiştir [6]. 
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Şekil 7. Doğal kümelerin alt kümeleri için k-ortalamalar [6] 

 
3.3. Küme Doğrulama (Cluster Validity) 
 
Kümeleme analizlerinde, sonuç kümelemelerinin değerlendirilmesi kümeleme modeli geliştirme 
işleminin ayrılmaz bir parçasıdır. Çünkü bir veri kümesinde küme yapısı olmasa bile kümeleme 
algoritmaları bu veri seti içersinde istenilen sayıda küme bulacaktır. Ancak elimizdeki veri 
kümesinde herhangi bir küme yapısı bulunmayabilir. Bundan dolayı kümeleme algoritmalarının 
sonuçlarının değerlendirilmesine yönelik çeşitli sayısal küme doğrulama (cluster validity) 
yöntemleri geliştirilmiştir. Bu sayede kümeleme çalışmalarında, küme kalitesi ve uygun küme 
sayısı belirlenerek kümeleme işlemleri başarıyla tamamlanabilir [18].  

Kümeleme algoritması tarafından üretilen sonuçların değerlendirilmesine yönelik içsel 
(external), dışsal (internal) ve göreli (relative) olmak üzere, 3 farklı kritere göre hesaplanmış, 
çeşitli küme doğrulama (cluster validity) yöntemleri geliştirilmiştir. Bu çalışmada göreli kritere 
göre hesaplanan Silhouette, Davies-Bouldin, Dunn, Calinski-Harabasz, Krzanowski ve Lai ve 
Hartigan küme doğrulama (cluster validity) endeksleri kullanılmıştır [6][8][17][19]. Bu 
endekslerle uygun küme sayısı tahmin edilmeye çalışılmıştır. 

Küme doğrulama endekslerinin ideal olmayan küme biçimleri için bazı dezavantajları 
bulunmaktadır. Bu teknikler küme sonuçlarını değerlendirirken, kümeleri temsil edebilecek 
noktaları referans noktaları alarak, referans noktaları arasındaki uzaklıkları ve referans 
noktalarından hareketle varyans gibi parametreleri hesaplarlar. İdeal olmayan küme biçimlerini 
temsil edebilecek referans noktalarının seçilmesindeki zorluklardan dolayı bu tür endekslerle 
ideal olmayan küme biçimlerinin değerlendirilmesi her zaman doğru olmayabilir [17]. 
 
3.3.1. Görsel Küme Doğrulama (Visual Cluster Validity) 
 
Küme yapılarını görmek adına matris grafikleri kullanılabilir. Bu sayede kendi içinde homojen 
kendi aralarında heterojen guruplar görsel bir şekilde gözlemlenebilir. Bu özelliğinden dolayı 
matris grafikleri kümeleme analizlerinden elde edilen sonuçların doğruluğunu göstermede de 
kullanılmaktadırlar. Matris grafikleri çok büyük veri setlerinde kullanılabilmekle birlikte veri 
setlerindeki küme sayıları hakkında genel bir fikir edinmeyi ve buna uygun iyileştirilmelerin 
yapılmasına olanak tanır. 

Matris grafiklerinde görselleştirme, kümeleme algoritmalarının ürettiği sonuçlar 
kullanılarak, benzerlik matrisi küme etiketlerine göre sıralanarak gerçekleştirilir. Daha sonra 
sıralanmış benzerlik matrisindeki her bir benzerlik değeri gri ölçekte bir renge karşılık gelecek 
şekilde görselleştirilir. Beyaz renkler maksimum benzerliği, siyah renkler minimum benzerliği 
gösterir  [10]. 

Şekil 8 (a) ’da bulunan 3 iyi ayrılmış küme noktalarını temsil eden matris grafiği Şekil 8 
(b) ’deki gibidir. Şekil 8 (b) ’de C1, C2 ve C3 ile gösterilen alanlar üç farklı kümeyi temsil 
ederler. Birincil köşegen üzerinde bulunmayan ve C1, C2 ve C3 dışında kalan dikdörtgensel 
alanlar ise kümeler arası ilişkiyi gösterirler. Teoride, eğer iyi ayrılmış kümelerimiz varsa 
benzerlik matrisi kabaca blok diyagonal olacaktır. Değilse, benzerlik matrisindeki örüntüler 
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kümeler arasındaki ilişkiyi ortaya çıkaracaktır. Tüm bunlar uzaklık matrisine de uygulanabilir 
ancak benzerlik matrisinin büyük miktarlardaki verilerle uğraşan veri madenciliği çalışmalarında 
daha kaliteli sonuçlar verdiği bilinmektedir [10]. 

 

 
 

Şekil 8. Üç küme için benzerlik matrisi 
 

Matris grafikleri uygun küme sayısının tespitine yönelik pratik bir yöntem sunmaktadır. 
Öncelikle veri seti çok sayıda kümeye ayrılarak matris grafikleri yardımıyla sağlanan 
görselleştirme ile birbirine benzer kümeler birleştirilerek uygun küme sayısı belirlenebilir [10]. 
 
4. UYGULAMA 
 
4.1. Açıklama 
 
Sosyoekonomik gelişme, gerek zaman, gerek mekân açısından farklılıklar göstermekte ve sürekli 
değişen bir olgu olarak kabul edilmektedir. Dolayısıyla ülkelerin gelişme çizgileri zamanla 
değiştiği gibi, yörelerin mevcut gelişme düzeylerinin de farklılıklar gösterdiği bilinmektedir. 
Çalışmada 81 ildeki 918 ilçe gelişmişlik düzeylerine göre görsel veri madenciliği yöntemleri 
yardımıyla kümelenmiştir. 
 
4.2. Analizde Kullanılan Değişkenler 
 
Ülkemizde, iller ve özellikle ilçeler itibariyle yapılacak ekonomik ve sosyal araştırmalar için 
ihtiyaç duyulan verilerin yeterli ölçüde ve sistematik bir şekilde temin edilmesinin ortaya 
koyduğu zorluklar nedeniyle, bu çalışmada kullanılan değişkenler Türkiye’deki ilçelerin 
gelişmişlik düzeyleri belirlenmesi için yayınlanmakta olan ve kolay ulaşılabilen 20 adet 
değişkenden derlenmiştir.  Bu çalışmada kullanılan sosyoekonomik nitelikteki değişkenler ve bu 
değişkenlerin analiz aşamasında kullanılan isimleri aşağıda sıralanmaktadır [20-22]: 
 

X1 : Toplam nüfusun yıllık ortalama artış hızı (%) (1990-2000) 
X2 : Şehirleşme oranı (%) (2000) 
X3 : Toplam nüfus yoğunluğu (kişi/km2) (2000) 
X4 : Ücretli çalışan kadınların toplam istihdama oranı (%) (2000) 
X5 : İşsizlik (%) (2000) 
X6 : Erkek okuryazar oranı (%) (2000) 
X7 : Kadın okuryazar oranı (%) (2000) 
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X8 : Erkek yüksek okul bitirenlerin oranı (%) (2000) 
X9 : Kadın yüksek okul bitirenlerin oranı (%) (2000) 
X10 : Tarım kesiminde çalışanların toplam istihdama oranı (%) (2000) 
X11 : İmalat sanayinde çalışanların toplam istihdama oranı (%) (2000) 
X12 : İnşaat kesiminde çalışanların toplam istihdama oranı (%) (2000) 
X13 : Toplam perakende ticarette çalışanların toplam istihdama oranı (%) (2000) 
X14 : Ulaştırma depolamada çalışanların toplam istihdama oranı (%) (2000) 
X15 : Mali kurumlarda çalışanların toplam istihdama oranı (%) (2000) 
X16 : İlmi ve teknik mesleğe sahip olan kişilerin toplam istihdama oranı (%) (2000) 
X17 : İşverenlerin toplam istihdama oranı (%) (2000) 
X18 : İdari personel ve benzeri çalışanların toplam istihdama oranı (%) 2000 
X19 : Fert başına düşen gelir (GSMH TL) (1996) 
X20 : 100000 kişiye düşen banka şube sayısı (2000)   

 
İlçelere ait veriler TÜİK tarafından yayınlanan 2000 yılı nüfus sayım sonuçlarından 

alınmıştır. 2000 yılı GSMH değerleri ilçe bazında bulunamadığı için çalışmada 1996 yılı GSMH 
değerleri kullanılmıştır. Bu sebepten dolayı çalışmada, 1996 yılında ilçe olmayan Kocaeli-
Derince, Osmaniye-Hasanbeyli, Osmaniye-Sumbas, Osmaniye-Toprakkale, Düzce-Kaynaşlı 
ilçeleri kapsam dışı bırakılmıştır. 

Kümeleme analizi hesaplama çalışmalarında MATLAB R2007a [23], SPSS 15 
Evaluation [24] ve Orange [25] programları kullanılmıştır.  Değişkenlerin birimlerinin farklı 
olması nedeniyle, veriler z dönüşümü ile standardize hale getirilmiş ve kümeleme analizi 
çalışmalarında standart veri matrisi kullanılmıştır. 
 
4.3. Sapan Değer Analizi 
 
Sapan değerler, veri madenciliği sürecinin analiz aşamasında regresyon, kümeleme analizi gibi 
uygulamalarda sorunlara neden olurlar. Bu nedenle sapan değerlerin veri setinden arındırılması 
gerekmektedir. 

918 ilçenin 20 değişkeninden oluşan veri setinde gerek değişken sayısının fazla olması, 
gerekse veri birimlerinin fazla olmasından dolayı sapan değerleri ayıklamak oldukça zor bir iştir. 
Bunun için görselleştirme teknikleri kullanılarak sapan değerler görsel bir şekilde tespit edilip, 
veri setinden ayıklanabilir.  

Çalışmada, değişken bazında değil de bütünü kavrayacak şekilde sapan değerleri tespit 
etme özelliğinden dolayı Andrews eğrileri sapan değerlerin tespitinde kullanılmıştır. Bunun için 
temel bileşenler analiziyle boyut indirgemesi yapılmış ve birbirinden bağımsız bileşenler elde 
edilmiştir. Daha sonra bu bileşenler Andrews eğrilerinde kullanılarak aşırı değerler görsel bir 
şekilde tespit edilmiştir. Temel bileşenler analiziyle elde edilen bileşenlerin sırası veri setinin 
toplam değişkenliğini açıklama oranlarıyla orantılıdır. Bu sayede Andrews eğrileri, en büyük 
açıklayıcılık oranına sahip bileşen en büyük etkiye sahip olacak şekilde çizilir. 

918 ilçenin 20 değişkeninden oluşan veri setinin temel bileşenler analizinden elde edilen 
özdeğerler ve toplam varyans açıklama oranları Çizelge 1 de, bileşenlerin toplam varyansı 
açıklama oranları için çizilen yamaç grafiği Şekil 9 ’da, hem bütün veriyi, hem de sapan değerler 
çıkarılmış şekliyle verilmiştir. 
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Çizelge 1. Temel bileşenlere ilişkin özdeğerler  
 

 
 

 
 

Şekil 9. Özdeğerlerin yamaç eğim grafiği 
  

Bileşenlere ilişkin toplam varyans açıklama oranlarına ve yamaç eğim grafiklerine 
bakıldığında toplam varyansın yaklaşık % 95 ’ini açıklayan ilk 10 temel bileşenle çalışmanın 
uygun olacağı düşünülmüştür. Şekil 9 ’dan da gözüktüğü gibi 10. temel bileşenden sonra yamaç 
eğim grafiğinin eğiminin sabitleştiği gözükmektedir. İlk 10 temel bileşen kullanılarak çizilen 
Andrews eğrileri grafiği Şekil 10 ’da ki gibidir.† Şekil 10 ’a göre sapan değerler Eminönü, 
Beşiktaş, Bakırköy, Çankaya, Kadıköy, Aliağa ve Yeşilli olarak gözükmektedir. Dolayısıyla bu 
çalışmada Eminönü, Beşiktaş, Bakırköy, Çankaya, Kadıköy, Aliağa ve Yeşilli ilçeleri sapan değer 
olarak düşünülmüştür. Şüphesiz sapan değerleri çıkartılan veri seti için tekrar Andrews eğrileri 
grafiği çizildiğinde Y ekseninde bulunan ölçek hassasiyetinin değişmesine göre yeni sapan 

                                                 
† MATLAB R2007a Programı Andrews eğrilerini çizerken 10 +<< t  aralığını kullanır. 
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değerler tespit edilebilir. Ancak bu ikinci Andrews eğrileri grafiğinde bulunacak olan sapan 
değerler ilk Andrews eğrilerinde bulunan sapan değerler kadar belirgin olmayacaktır. 
Unutulmamalıdır ki veri görselleştirme teknikleri insan algılama yeteneklerini ve insanlar arası 
yorumlama farklılıklarını dikkate alarak analiz gerçekleştirilmesine olanak sağlar. Görselleştirme 
teknikleri ile diğer yöntemlerle fark edilmesi daha zor olan bilgiye erişilmesi ve bilginin 
yorumlanması kolaylaşmaktadır. Ancak grafiksel tekniklerin matematiksel sonuçlar vermemesi 
gibi bir dezavantajı da bulunmaktadır.  
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Şekil 10. 10 temel bileşen için Andrews eğrileri 
 
4.4. Kümeleme Analizi 
 
Bu alt bölümde tespit edilen sapan değerlerin veri setinden ayıklanmasıyla elde edilen yeni veri 
setinin kümelenmesi gerçekleştirilecektir. 
 
4.4.1. Temel Bileşenler Analizi 
 
Uygulamada ilk olarak değişkenler arasındaki bağımlılık yapısının ortadan kaldırılması ve veri 
boyutunun indirgenerek aynı şeyi ifade eden değişkenlerin birleştirilmesi amacıyla verilere temel 
bileşenler analizi uygulanmıştır. Böylece ilçelerin kümelenmesi korelasyonsuz daha az değişkenle 
gerçekleştirilebilecektir [16]. 

Değişkenler arasında anlamlı ilişkilerin olup olmadığını görmek için R korelasyon 
matrisini incelemek ve verilere temel bileşenler analizi uygulamanın gerekli olup olmadığını 
görmek, eğer değişkenler arasında ilişki varsa bunların önemli olup olmadığını anlamak için veri 
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setine küresellik testi uygulanmalıdır [26]. SPSS 15 Evaluation programıyla hesaplanan küresellik 
testi sonuçları Çizelge 2’de verilmiştir. 
 

Çizelge 2. Küresellik test sonuçları  
 

KMO and Bartlett's Test

,883

22692,117
190
,000

Kaiser-Meyer-Olkin Measure of Sampling
Adequacy.

Approx. Chi-Square
df
Sig.

Bartlett's Test of
Sphericity

 
 
Küresellik testi için; 

H0: R=I (İlişki matrisi ile birim matris arasında fark yoktur. Değişkenler arasındaki 
ilişkiler önemsizdir.) 

H1: R≠I (İlişki matrisi ile birim matris arasında fark vardır. Değişkenler arasındaki 
ilişkiler önemlidir [26]. 

Olasılık değeri olan Sig. değerine bakıldığında; 0.000<0.05 olduğundan hipotez 
reddedilir. Bu nedenle ilişki matrisi ile birim matris arasında fark olduğu diğer bir ifade ile 
değişkenler arasındaki ilişkilerin önemli olduğu 0.95 olasılıkla söylenebilir. Bu da temel 
bileşenler analizi uygulanmasının gerekliliğini ortaya koymaktadır.  

Sapan değerleri çıkartılan 911 ilçe yeni veri setinin temel bileşenler analizinden elde 
edilen özdeğerler ve toplam varyans açıklama oranları Çizelge 1 ‘de, bileşenlerin toplam varyansı 
açıklama oranları için çizilen yamaç grafiği Şekil 9 ’da verilmiştir.  

Bileşenlere ilişkin toplam varyans açıklama oranlarına ve yamaç eğim grafiklerine 
bakıldığında toplam varyansın yaklaşık % 94 ’ünü açıklayan ilk 10 temel bileşenle çalışmanın 
uygun olacağı düşünülmüştür. Bundan sonraki analiz aşamalarında aşırı değerlerden arındırılmış 
veri seti için elde edilen ilk 10 temel bileşenle çalışılmaya devam edilecektir. Bu sayede veri 
setleri korelasyondan arındırılmış ve daha az değişkenle kümeleme analizlerinin yapılabilmesi 
mümkün olacaktır. Dolayısıyla, kümeleme analizlerinde kritik öneme sahip olan iki nokta 
arasındaki uzaklıkların daha az anlamlı hale gelmesi değişken sayısı indirilerek önlenmiş 
olacaktır. 
 
4.4.2. Uygun Küme Sayısının ve Algoritmasının Belirlenmesi 
 
Bu alt bölümde öncelikle veri setimizdeki doğal küme yapılarının varlığı ve yapıları görsel 
yöntemlerle keşfedilmeye çalışılmıştır. Daha sonra sayısal yöntemlerle doğru küme sayılarının 
kestirilmesine gidilmiş, sayısal ve görsel yöntemlerin birlikte kullanılmasıyla uygun kümeleme 
algoritması seçilmiş ve kümeleme işlemlerinin kalitesi arttırılmıştır.  

Şekil 12 ’de ilçe veri seti için Orange programıyla çizilen değişkenleri farklı sırlanmış 
PolyViz grafikleri bulunmaktadır. Şekil 12 (a) ve Şekil 12 (b) ’de veri setimizde 2 kümenin 
bulunabileceğine yönelik ipuçları elde dilmiştir. Şüphesiz değişkenlerin farklı sıralanmasına göre 
PolyViz grafiğinde verilerin dağılımları ve biçimleri değişecektir. Bu durumda PolyViz grafikleri 
küme yapıları tespitinde sadece yol gösterici olabilmektedir. 

Değişkenleri farklı sıralanmış PolyViz grafiğinde veri setimizde 2 kümenin 
bulunabileceğine yönelik ipuçları elde edilmektedir. PolyViz grafiklerine göre kabaca Marmara 
bölgesi ilçelerinin çoğunluğu bir kümeyi, geri kalan ilçelerinse diğer bir kümeyi oluşturduğu 
gözlenmiştir.  
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PolyViz grafiklerinde dikkati çeken diğer bir nokta da küme potansiyeli taşıyan veri 
dağılımlarının küresel olmaması, yoğunluk ve hacimlerinin farklı olmasıdır. Bu da daha sonra 
yapılacak kümeleme çalışmalarını olumsuz yönde etkileyecektir.  

 

 
 

Şekil 12. Farklı sıralanmış değişkenler içi PolyViz grafiği 
 

Doğal gurupları bilinmeyen 911 ilçenin tek bağlantılı hiyerarşik, tam bağlantılı 
hiyerarşik, k-ortalamalar ve SOM kümeleme yöntemlerine göre 10 küme için Silhouette (S), 
Davies-Bouldin (DB), Dunn (D), Calinski ve Harabasz (CH), Krzanowski ve Lai (KL) ve 
Hartigan (H) küme doğrulama endeksleriyle hesaplanmış uygun küme sayıları Çizelge 3 ’de 
verilmiştir. Kümeleme yöntemleri ve küme doğrulama endeksleri Cluster Validity Analysis 
Platform’ unda hesaplanmıştır [27]. 

Çizelge 3 ’deki çeşitli kümeleme yöntemleri için hesaplanan endeksler, 911 ilçe veri 
setinin doğal küme sayılarının tespitine yönelik ortak sonuçlar vermemektedir. Endeksler 
çoğunluk itibariyle ilçe veri setinde 2 küme bulunabileceğini söylemektedir. 
 

Çizelge 3. İki veri seti için küme doğrulama endeksleri 
 

 
 

Şekil 12 ’deki PolyViz grafiklerinde küme potansiyeli taşıyan veri dağılımlarının 
küresel olmadığı, yoğunluk ve hacimlerinin farklı olduğu tespit edilmişti. Bu da, kümeleri temsil 
eden belirli referans noktalarından hareketle, küme doğruluklarını hesaplayan küme doğrulama 
endekslerinin başarısını olumsuz yönde etkileyebilmektedir.  

Uygun küme sayısının tespitine yönelik endeks hesaplamalarında net bir sonuca 
varılamamıştır. Ancak bu 4 kümeleme yöntemi için elde edilen sonuçlar görselleştirilerek küme 
kaliteleri anlaşılabilir. Bu sayede uygun küme sayısı ve kümeleme algoritması tespit edilebilir. 
Şekil 13, 14, 15 ve 16’ da 4 farklı kümeleme yöntemiyle elde edilen sonuçların korelasyon 
benzerlik ölçülerine göre çizilmiş matris grafikleri bulunmaktadır. Matris grafiklerinde beyaz 

    1. Küme 

2. Küme 

1. Küme 

2. Küme 
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renkler ilçe veri setindeki ilçelerin birbirilerine çok benzediğini, koyu renkler ilçe veri setindeki 
ilçelerin birbirilerine hiç benzemediğini gösterir. Bu sayede matris grafikleriyle ilçelerin kendi 
içinde homojen kendi aralarında heterojen bir yapıda kümelenip kümelenmediği görsel bir şekilde 
anlaşılabilir. 
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Şekil 13. Tek bağlantılı hiyerarşik kümeleme yöntemiyle 2, 3, 4, 5, 6, 7, 8, 9 ve 10 kümeye 
ayrılan ilçe veri setinin küme sonuçlarını gösteren matris grafikleri 
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Şekil 14. Tam bağlantılı hiyerarşik kümeleme yöntemiyle 2, 3, 4, 5, 6, 7, 8, 9 ve 10 kümeye 
ayrılan ilçe veri setinin küme sonuçlarını gösteren matris grafikleri 
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Şekil 15. K-ortalamalar kümeleme yöntemiyle 2, 3, 4, 5, 6, 7, 8, 9 ve 10 kümeye ayrılan ilçe veri 
setinin küme sonuçlarını gösteren matris grafikleri 
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Şekil 16. SOM kümeleme yöntemiyle 2, 3, 4, 5, 6, 7, 8, 9 ve 10 kümeye ayrılan ilçe veri setinin 
küme sonuçlarını gösteren matris grafikleri 

 
Şekil 13 ve Şekil 14 ’de tek ve tam bağlantılı hiyerarşik kümeleme yöntemleriyle elde 

edilen 2, 3, 4, 5, 6, 7, 8, 9 ve 10 kümenin sonuçları matris grafikleriyle gösterilmiştir. Şekillere 
göre tek ve tam bağlantılı hiyerarşik kümeleme yöntemiyle kendi içinde homojen kendi aralarında 
heterojen küme yapıları net bir şekilde gözlenememiştir. Dolayısıyla tek ve tam bağlantılı 
hiyerarşik kümeleme yöntemlerinin ilçeleri kümelemede başarısız olduğu söylenebilir. 
Şekillerden tam bağlantılı kümeleme yönteminin tek bağlantılı kümeleme yöntemine göre daha 
belirgin kümeler elde ettiği de söylenebilir. 

Şekil 15 ve Şekil 16 ’da k-ortalamalar ve SOM kümeleme yöntemleriyle elde edilen 2, 
3, 4, 5, 6, 7, 8, 9 ve 10 kümenin sonuçları matris grafikleriyle gösterilmiştir.  Şekillere göre k-
ortalamalar ve SOM kümeleme yöntemleriyle sadece 2 ’ye ayrılan ilçe veri seti, kendi içinde 
homojen kendi aralarında heterojen bir yapı sergilemektedir. Dolayısıyla k-ortalamalar ve SOM 
kümeleme yöntemlerine göre ilçe veri seti için en uygun küme sayısı 2’dir. Bu iki küme için 
çizilen matris grafiklerine baktığımızda küme içi homojenliği ve kümeler arası heterojenliği 
bozan bazı noktaların bulunduğu gözlenmiştir. Yani k-ortalamalar ve SOM kümeleme 
yöntemleriyle 2’ ye ayrılan ilçe veri setinin iyi kümelenmesini bozan bazı ilçelerin bulunduğu 
anlaşılmıştır.  

Şekil 12 ’deki PolyViz grafiklerinde küme potansiyeli taşıyan veri dağılımlarının 
küresel olmadığı, yoğunluk ve hacimlerinin farklı olduğu tespit edilmişti. Bu da belirli bir 
merkeze göre küresel biçimde kümeleme yapan k-ortalamalar ve SOM kümeleme yöntemlerinin 
başarısını olumsuz yönde etkilemektedir. Veri seti 2 ’den fazla alt kümeye ayrılarak bu başarısız 
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kümelenmenin önüne geçilebilir. K-ortalamalar ve SOM kümeleme yöntemlerinin farklı küme 
sonuçları için çizilen Şekil 15 ve Şekil 16 ’deki matris grafiklerine bakıldığında k-ortalamalar için 
3, SOM için 3 ve 5 kümeye ayrılan ilçe veri setinin kendi içinde homojen kümelenmeler 
sergilediği gözlenmiştir. Bu 3 kümeden 2 tanesinin ve 5 kümeden de 4 tanesinin birbirine 
benzediği gözlenmiştir. Bu benzeyen kümelerin birleştirilmesi suretiyle 3 ve 5 küme, 2 kümeye 
indirgenerek k-ortalamalar ve SOM kümeleme yöntemlerinin başarısı arttırılabilir. 
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Şekil 17. K-ortalamalar ve SOM kümeleme yöntemleriyle 2, 3 ve 5 kümeye ayrılarak 2 kümeye 
indirgenen ilçe veri setinin küme sonuçlarını gösteren matris grafikleri 

 
Şekil 17 (a), (c) ’de k-ortalamalar ve SOM kümeleme yöntemleriyle 2 kümeye ayrılan 

ilçe veri setini, Şekil 17 (b), (d), (e) ’de k-ortalamalar ve SOM kümeleme yöntemleriyle önce 3 ve 
5 kümeli daha sonra kümelerin birleştirilmesiyle elde edilen 2 kümeli ilçe veri setini gösteren 
matris grafikleri bulunmaktadır. Şekil 17 (b), (d), (e) ’deki matris grafikleri Şekil 17 (a), (c) ‘deki 
matris grafiklerine göre kendi içinde daha homojen, kendi aralarında daha heterojen bir yapı 
sergilemektedir. Dolayısıyla her iki kümeleme yöntemi içinde Şekil (b), (d), (e) ’nin elde 
edilmesinde kullanılan kümeleme yaklaşımının daha başarılı olduğu sonucu ortaya çıkmaktadır. 
Şekil 17 ’deki şekiller incelendiğinde k-ortalamalar kümeleme yönteminin SOM kümeleme 
yöntemine göre daha başarılı kümeler elde ettiği de söylenebilir. Dolayısıyla 911 ilçe veri setinin 
kümelenmesinde en başarılı kümeleme yöntemi k-ortalamalar kümeleme yöntemidir. 
 
4.5. Küme Sonuçları 
 
Çalışmanın bundan sonraki aşamalarında k-ortalamalar kümeleme yönteminin bulduğu 2 küme 
denilince önce 3 kümeye ayrılmış daha sonra benzer kümelerin birleştirilmesiyle elde edilen 2 
küme akla gelecektir.  
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Çizelge 4. K-ortalamalar kümeleme yöntemiyle kümelenen ilçelerin istatistikleri 

 

 
 

Çizelge 5. Küme sonuçları için ANOVA 
 

 
 

Çizelge 4 ’de k-ortalamalar kümeleme yöntemiyle 2 kümeye ayrılan ilçelerin 
istatistikleri bulunmaktadır. İstatistiklerden görüldüğü gibi 1. kümenin X4 (ücretli çalışan 
kadınların toplam istihdama oranı) ve X10 (tarım kesiminde çalışanların toplam istihdama oranı) 
değişken ortalamaları haricindeki bütün değişken ortalamaları 2. kümenin değişken 
ortalamalarından yüksektir. Kümeleme yaptığımız değişkenlerden sadece X10 ve X5 (işsizlik 
oranı) değişkenleri gelişmişlikle ters orantılıdır. Dolayısıyla X4 ve X5 değişkenleri dışında 1. 
küme 2. kümeye göre daha gelişmiş durumdadır. Buradan hareketle 1. kümeye gelişmiş, 2. 
kümeye daha az gelişmiş ilçeler topluluğu diyebiliriz.  

Çizelge 4 ’de kümelerin değişken ortalamalarının bir birinden ayrıştığı gözlenir. 
ANOVA yaklaşımı ile de bu değişken ortalamalarının istatistikî olarak birbirlerinden farklı 
olduğu tespit edilebilir. Çizelge 5 ’de k-ortalamalar yöntemiyle kümelenen ilçelerin değişkenleri 
için hesaplanan ANOVA tablosu bulunmaktadır. Tabloya göre 0.05 anlamlılık düzeyine göre 
kümelerde bulunan tüm değişken ortalamaları birbirinden istatistikî olarak faklıdır (değişkenler 
farklı ana kütlelerden gelmektedir) Dolayısıyla küme yapıları tüm değişkenler bazında farklılık 
göstermektedir. 
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Çizelge 6. K-ortalamalar kümeleme yöntemine göre bölgelere göre kümeler 
 

 
 

Çizelge 6 ’da k-ortalamalar kümeleme yöntemiyle bulunan bölgelere göre kümeler 
verilmiştir. Tablolardan da gözüktüğü gibi Doğu, Güneydoğu Anadolu ve Karadeniz bölgelerinin 
ilçelerinin çoğunluğu 2. kümede yer almaktadır. Marmara ve Akdeniz bölgesinin ilçeleri ise 
çoğunlukla 1. kümede yer almaktadır.  
 
5. SONUÇ VE ÖNERİLER 
 
Bu çalışmada, Türkiye’de 918 ilçeye ait 20 değişkenle yapılan, veri madenciliği çerçevesinde 
kümeleme analizinde, görselliğin yeri ve önemi vurgulanmaya çalışılmıştır. Sadece sayısal 
değerlendirmelerle yapılan kümeleme analizlerinde yanılmalar olabileceğini ve doğru kümeleme 
analizlerinin görsellikle pekiştirilmesi gereği bu makalede vurgulanmıştır. Bu amaca dönük olarak 
sapan değer, potansiyel küme sayı ve yapıları, uygun kümeleme algoritma tercihleri ve nihayet 
küme doğrulama çalışmaları bu çerçevede tartışılıp ele alınmıştır. 

Yapılan uygulamada, sosyoekonomik özelliklere göre 81 ildeki 918 ilçe, görsel 
yöntemlerin de desteğiyle, Andrews eğrileri, PolyViz ve Matris grafikleri kullanılarak k-
ortalamalar, tek ve tam bağlantılı hiyerarşik ve SOM kümeleme yöntemleriyle kümelenmiştir. 
Sonuç itibariyle görsel teknikler ve k-ortalamalar yöntemi tercihiyle ana kütle gelişmiş ve daha az 
gelişmiş özelliklerden oluşan iki kümeye başarılı bir şekilde ayrılabileceği görülmüştür. Burada 
görsel tekniklerin sapan değerlerin ayıklanmasında, potansiyel küme yapılarının ve sayılarının 
doğru belirmesinde önemli katkıları olduğu gösterilmiştir. 

Araştırmanın diğer ayağı olan küme özelliklerinin yorumlanması aşamasında ise 
gerçeklerle bu ayırımın iyi bir şekilde bağdaştığı belirlenmiştir. Bu bağlamda kümeleme 
sonucunda gelişmiş ilçeler kümesinde en fazla Marmara bölgesinin ilçeleri bulunmaktadır. 
Gelişmemiş ilçeler kümesinde ise en fazla Doğu ve Güneydoğu Anadolu bölgelerinin ilçeleri 
bulunmaktadır. Genel bir değerlendirme yapıldığında sosyoekonomik özelliklere göre Türkiye’de 
bölgeler itibariyle homojen bir dağılım olmadığı gözlenmiştir. Marmara Bölgesinin tek başına 
homojen bir yapı sergilediği ve Türkiye’nin diğer bölgelerinden daha gelişmiş olduğu tespit 
edilmiştir.  

En gelişmiş bölge olan Marmara bölgesinde sanayinin yaygın olması, okullaşma ve 
buna bağlı olarak okuryazar oranının yüksek olması gelişmişlikte önemli bir faktör olduğu tespit 
edilmiştir. Akdeniz bölgesinin de birinci kümede yer aldığı görülmüştür.  Diğer kümede yer alan, 
az gelişmiş bölge olan, Doğu ve Güneydoğu Anadolu Bölgelerine yapılan yatırımların azlığı, kız 
çocuklarının okula gönderilmemesi gerçeği ve okullaşma oranının da düşük olması bu neticelerin 
elde edilmesinde önemli faktörler olarak ortaya çıkmaktadır. 

Görsel tekniklerle diğer kümeleme analizlerini birleştiren çalışmaların artırılması ve 
bunun bir standart olarak ele alınma gereği, bu alandaki görsel tekniklerin çoğaltılması bu 
çalışmanın en önemli bulgusunu oluşturmaktadır. 
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